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RESUMEN

El análisis de estructuras complejas, como los paneles compuestos de varios materiales, es difícil de modelar producto 
de la variabilidad en las propiedades mecánicas de los materiales. Lo anterior, aunado a la no-linealidad en el comporta-
miento de los materiales, hace que la aplicación de los métodos tradicionales de cálculo numérico sea difícil y demande 
mayor tiempo de cómputo. El presente trabajo introduce técnicas menos convencionales de cómputo como lo son las redes 
neuronales artificiales (RNA) para la modelación de la deformación permanente y daños en una losa compuesta sujeta a 
flexión. Se entrenaron y verificaron 400 modelos de RNA, los cuales fueron capaces de modelar la no linealidad del ele-
mento estructural a flexión, reproducir exitosamente los daños por agrietamiento y pandeo del panel, así como reproducir 
la deformación permanente global del elemento estudiado.

Palabras clave: Daños, Redes Neuronales Artificiales, análisis no lineal, paneles compuestos, estructuras no tradiciona-
les, desplazamientos permanentes, experimentos a flexión.

ABSTRACT

The analysis of complex structures, such as panels composed of various materials, is difficult to model due to the varia-
bility in the mechanical properties of the materials. The foregoing, coupled with non-linearity in the behavior of mate-
rials, makes the application of traditional numerical methods difficult and highly demanding in computational time. The 
present work introduces a less conventional technique like the artificial neural networks (ANN) for the modeling of the 
permanent deformation and damages in a compose slab subjected to flexion. 400 ANN models were trained and verified, 
which were able to model the non-linearity of the structural element, successfully reproduce the damages due to cracking 
and buckling of the panel, as well as reproduce the global permanent deformation of the element.

Keywords: Damage, Artificial Neural Networks, no lineal behavior, compose panels, no traditional structures, perma-
nent displacement, experimental test subject to bending.

Estudio experimental y simulación del comportamiento inelástico 
de paneles compuestos usando redes neuronales artificiales

Experimental and simulation study of compose panels inelastic behavior 
using Artificial Neural Networks

Wilmer Barreto (*)(**), Ricardo Picón (*)(**)

Recibido/Received: 15/02/2019
Aceptado/Accepted: 05/08/2019

Publicado on-line/Published on-line: 09/06/2020

Cómo citar este artículo/Citation: Barreto, W.; Picón, R. (2020). Estudio experimental y simulación del comportamiento inelástico de 
paneles compuestos usando redes neuronales artificiales. Informes de la Construcción, 72(558): e343. https://doi.org/10.3989/ic.70957.

Copyright: © 2020 CSIC. Este es un artículo de acceso abierto distribuido bajo los términos de la licencia de uso y distribución Creative 
Commons Reconocimiento 4.0 Internacional (CC BY 4.0).

https://doi.org/10.3989/ic.70957
mailto:rpicon%40uct.cl?subject=
https://orcid.org/0000-0002-1861-0742
https://orcid.org/0000-0001-6356-7360
https://doi.org/10.3989/ic.70957


2

W. Barreto, R. Picón

Informes de la Construcción, Vol. 72, 558, e343, abril-junio 2020. ISSN-L: 0020-0883. https://doi.org/10.3989/ic.70957

1. INTRODUCCIÓN

En la construcción de edificaciones se han incorporado nuevos 
materiales y técnicas constructivas, lo que ha conducido al de-
sarrollo de diversos tipos sistemas estructurales cada día más 
complejos y difíciles de analizar. Esto hace que las herramien-
tas de análisis deban evolucionar en la misma medida. Los sis-
temas estructurales se clasifican como sistemas tradicionales y 
no tradicionales, así mismo las herramientas que se emplean 
para su cálculo. Entre las herramientas numéricas de análisis, 
podemos citar el Método de Elementos Finitos (MEF). Las es-
tructuras tradicionales están conformadas con materiales ho-
mogéneos y dimensiones regulares, por esta razón el método 
de análisis empleado en preferencia es el MEF (1, 2, 3). Por el 
contrario, las estructuras No Tradicionales están conformadas 
por elementos heterogéneos que combinan diferentes tipos de 
materiales y con secciones transversales compuestas por di-
versos materiales, lo que dificulta definir las propiedades 
mecánicas de la sección transversal de los elementos que lo 
conforman. Usar los MEF para analizar numéricamente es-
tructuras no tradicionales, requiere de ajustes de diversos pa-
rámetros de los modelos usados en los elementos finitos para 
lograr reproducir los resultados experimentales. Este proceso 
es complicado, y aún más complejo al tomar en cuenta la no 
linealidad en el comportamiento de los materiales producto 
del daño (perdida de rigidez) y de las deformaciones perma-
nentes (elongaciones permanentes o pandeo local) (4, 5). Para 
estos casos se deben emplear métodos que puedan facilitar la 
simulación y reproducir estos fenómenos complejos. Otra de 
las desventajas del MEF, para estructuras compuestas, es que 
los métodos de análisis actuales requieren de muchas iteracio-
nes para la inclusión de la no linealidad, por lo que el proceso 
es demándate en tiempo de cálculo, limitando su aplicabilidad. 

Los sistemas tipo Sándwich son sistemas constructivos no tra-
dicionales. Este sistema Sándwich es rápido y fácil de cons-
truir, capaz de soportar cargas externas y tener un buen com-
portamiento mecánico (6, 7). Los muros de corte de un sistema 
tipo sándwich pueden comportarse de buena forma bajo car-
gas laterales (8), así como también a fuerzas de impacto (9). La 
sección transversal de los elementos tipo sándwich está con-
formada por variedad de materiales, lo que dificulta realizar su 
modelación numérica mediante el MEF. En los elementos tipo 
sándwich es difícil definir las propiedades mecánicas entre los 
planos de contacto de los materiales que la conforman. 

El avance tecnológico computacional ha permitido desarrollar 
algunos modelos numéricos para el análisis de estas estructu-
ras sándwich (10). En el comportamiento de las estructuras 
sándwich se reflejan varios mecanismos de fallas, los cuales 
son analizados y explicados experimental y numéricamente en 
varios artículos de investigación (11). Entre algunos mecanis-
mos de fallas se encuentran la inestabilidad local (12), el es-
fuerzo de corte en el núcleo, la pérdida global de la estabilidad 
(13). El análisis de estos mecanismos de falla requiere el uso de 
modelos numéricos apropiados que son difíciles de implemen-
tar, producto de la incertidumbre en la definición de los pará-
metros requeridos en los modelos numéricos. Producto del 
planteamiento anterior, se requiere desarrollar nuevos méto-
dos que representen los mecanismos de fallas antes citados. 

En este artículo se presenta el desarrollo de un modelo basado 
en redes neuronales artificiales (RNA), el cual consiste en un 
programa de recolección de datos experimentales para cono-
cer el comportamiento inelástico de una losa de techo tipo 

sándwich sujeta a flexión pura. El mismo pretende emular la 
evolución de las deformaciones permanentes y la caída de la 
rigidez inicial según el daño producido en los materiales. Otro 
aspecto que se aborda es la disipación de energía producida 
por el amortiguamiento de los materiales que conforman el 
elemento (14). Este efecto de amortiguamiento se evidencia al 
observar la curva de Carga vs. Desplazamiento, donde se apre-
cia que el recorrido del ciclo de descarga y recarga no es el mis-
mo, como se observará en la sección de ensayo experimental.

El uso de RNAs facilitaría el análisis, ya que emplea un con-
junto de ecuaciones más simples y eficientes, para resolver el 
problema (15, 16), mientras que los métodos convencionales 
requieren del uso de un conjunto de ecuaciones más comple-
jas. Los métodos de RNA ha sido aplicado no solo en análisis 
estructural, sino también en el área de geotecnia, estructuras, 
hidráulica y nanotecnología (17, 18, 19, 20), pero poco em-
pleado para modelar el comportamiento de estructuras de 
tipo compuesto, como los paneles tipo sándwich, que se ana-
lizan en el presente trabajo. 

Las variables de daños en elementos de hormigón armado mi-
den el nivel de fisuración o agrietamiento que sufre el hormi-
gón (4, 5), mientras que en las estructuras de acero, las varia-
bles de daño miden el grado de pandeo local del elemento de 
acero (1). Ambos fenómenos físicos (grietas o fisuras en el hor-
migón y pandeo local del perfil de acero) provocan la pérdida 
de rigidez del elemento y por ende de la estructura. También se 
propone la evaluación del daño global del panel tipo sándwich 
experimentalmente. Por ser un panel compuesto con diferen-
tes materiales, el daño global que se presentan al ser sometido 
a acciones externas son la combinación de fisuras, grietas y 
pandeo del panel de techo tipo sándwich. Al final del artículo, 
se presenta una evaluación y comparación de esta variable de 
daño global obtenidas mediante simulaciones usando las RNA 
y los observados experimentalmente.

2. ENSayO ExPERImENTal

Se construyeron y ensayaron un grupo de paneles compues-
tos en el Laboratorio de Mecánica Estructural de la Universi-
dad Centroccidental “Lisandro Alvarado”, UCLA - Venezuela. 
Cada panel es un elemento básico estructural no tradicional 
que conforma la losa de techo de una estructura más comple-
ja. El tipo de ensayo experimental realizado a cada panel 
construido es el mostrado en la figura 3 y el análisis solo se 
realizó a flexión, ya que las variables principales a evaluar son 
la fuerza aplicada y la flecha que alcanza el panel hasta su fa-
lla, al someter cada panel a esfuerzos a flexión pura.

2.1.  Especificaciones del panel compuesto

La losa de techo está conformada por el ensamblaje de varios 
paneles compuestos (Figura 1a). Cada panel tiene dimensio-
nes de 340 cm x 40 cm x 10 cm (Figura 1b), para cubrir una 
luz libre de 300 cm.

El panel compuesto está conformado por varios materiales 
(Figura 2b). Uno de los materiales son dos placas de hormi-
gón reforzado de alta resistencia de espesor de 14 mm, ubica-
das en la parte superior e inferior del panel. Estas dos placa 
de hormigón están separadas por material de Poliestireno 
Expandido (EPS) y estos dos materiales son confinados por 
una lámina de acero doblada en frío obteniendo una forma 
especial de su sección transversal (Figura 2a).
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implementados para los ensayos experimentales usando dos 
soportes simples y puntos de aplicación de carga a L/3 del 
panel (21, 22) (Figura 3). Este esquema de ensayo permite 
identificar el comportamiento a flexión pura en el tercio cen-
tral (figura 3 – Momento).

Figura 3. Esquema del ensayo experimental del Panel Compuesto 
y Diagramas de Corte y Momento.

Los paneles compuestos son sometidos a una historia de des-
plazamientos cíclicos positivos, como se muestran en la figu-
ra 4. Al realizar el ensayo experimental, la variable de control
es el desplazamiento y es aplicado con un actuador hidráulico 
como se observa en el esquema 4 y la figura 6. Durante la 
descarga, el desplazamiento es controlado y se detiene en el 
momento que la carga en el actuador alcanza el valor de cero. 
La figura 5a y 5b, muestra la implementación del ensayo ex-
perimental en el Laboratorio propuesto en la figura 3. El des-
plazamiento fue medido justo en el centro de la luz del panel 
usando el transductor de desplazamiento LVDT (figura 5).

Figura 4. Historia de desplazamiento.

2.4.  Resultados experimentales

Todos los paneles compuestos ensayados experimentalmente 
arrojaron resultados similares y se presenta en este artículo 
uno de ellos. La curva de comportamiento (Fuerza vs. Despla-
zamiento) del panel compuesto sometido a ensayos a flexión 

2.2.   Propiedades mecánicas de los materiales 
del panel compuesto

La placa de hormigón de alta resistencia de espesor de 14 mm 
es reforzada por una malla de fibra de carbono ubicada el me-
dio de la placa de hormigón. La resistencia del hormigón al-
canza valores de 30 MPa. La lámina de acero doblada en frío 
fue sujeta a ensayos a tensión y se obtuvo un esfuerzo último 
promedio de 283 MPa.

2.3.  Implementación del ensayo experimental

Varios ensayos experimentales se realizaron, evaluando el 
comportamiento de los paneles sometidos a esfuerzos de fle-
xión pura. Este tipo de ensayo experimental fue hecho debido 
a la complejidad de la sección transversal. Conocer el com-
portamiento real del panel compuesto a flexión y encontrar la 
máxima carga resistente es importante. Los paneles fueron 

Figura 2. a) Lámina de acero doblada en frío. 
b) Sección Transversal.

Figura 1. a) Losa de techo. b) Dimensiones del Panel Compuesto.
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pura se muestra en la figura 6. Se tiene un registro que alcan-
za una fuerza máxima de 7139 N a un desplazamiento de 140 
mm. Se puede representar la evolución de las deformaciones 
permanentes a lo largo del ensayo y se muestra en la figura 7.

Los resultados mostrados en la figura 6, donde se refleja una ri-
gidez inicial del panel compuesto, también se observa que la ri-
gidez disminuye a medida que se avanza en el ensayo experi-
mental (ver figura 8b). Esta rigidez se logra obtener al determinar 

la pendiente de la línea recta en la descarga de cada ciclo, por ser 
una descarga elástica (Zn). La disminución de la rigidez es pro-
ducto de la presencia de fisuras o grietas que presenta la lámina 
inferior de hormigón y el inicio de un pandeo local que comienza 
a sufrir la lámina de acero que refuerza al panel en todo su perí-
metro (figura 8b y 9a). Los valores máximos de fuerza se obtie-
nen justo antes de presentar la falla (figura 8a). El tipo de falla 
frágil presentada se genera en el último ciclo de carga aplicada 
en el panel compuesto. Y se produce por el incremento del pan-
deo local de la lámina de acero doblada en frío y la grieta brusca 
de la lámina superior de hormigón reforzado (ver figura 9a y 9b).

Figura 5. a) Vista global de la implementación experimental. 
b) LVDT ubicado en el centro de la luz del panel.

Figura 8. a) Medición de la rigidez en cada ciclo. b) Variación 
de la rigidez a lo largo del ensayo.Figura 6. Curva de comportamiento del panel compuesto.

Figura 7. Evolución de los desplazamientos permanentes.
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Figura 11. Estructura de RNA: Capas de entrada, ocultas 
y de salida.

Las RNAs más conocidas y utilizadas son las de alimentación 
hacia delante (Feedforward), una red de este tipo suele entre-
narse utilizando un algoritmo de propagación hacia atrás. La 
capa de entrada (Xi) está conectada a la capa oculta por me-
dio de pesos (wij). El resultado del producto escalar, entre 
entradas y pesos, se pasa a una función de transferencia para 
activar la capa de salida (Yi). Estos resultados de salida se 
comparan con un conjunto de objetivos durante la fase de en-
trenamiento, y los errores se calculan y corrigen cambiando 
el valor de los pesos, esto se realiza mediante un algoritmo de 
optimización que minimiza los errores en forma iterativa, 
este proceso se conoce con el nombre de “entrenamiento” de 
la red. 

En el presente trabajo los datos experimentales se pre-proce-
saron antes de la construcción del modelo RNA. Esto se efec-
tuó con la finalidad de eliminar el ruido introducido en los 
datos adquiridos de los equipos electrónicos. Los valores de 
fuerza y desplazamiento se “suavizaron” utilizando una me-
dia móvil, con un marco de 100 valores de datos, tanto para el 
desplazamiento como para la fuerza. Los datos posteriores al 
fallo del elemento estructural se eliminaron del conjunto de 
entrenamiento para no afectar la generalización de la misma, 
con estos valores pre-procesados se entrena la RNA. En total, 
se utilizaron 2555 pares de valores de fuerza y deformación 
en el proceso de entrenamiento.

3.1.   Implementación de modelos RNA sin 
y con efecto de amortiguación

Para la elaboración de los modelos se dividieron los datos 
pre-procesados en tres conjuntos: un conjunto (70%) para 
entrenamiento propiamente dicho, un segundo conjunto 
(15%) para validación cruzada y el restante (15%) fue utiliza-
do para la verificación de la red entrenada. El error medio 
cuadrático (EMC) se seleccionó como indicador del rendi-
miento o buen ajuste de la red. También se usó con los datos 
de validación cruzada en la fase de entrenamiento como cri-
terio de parada del proceso de aprendizaje.

La Figura 6 muestra los datos medidos sin procesar, se puede 
observar que para cada ciclo de carga y descarga existen dos 
ramas. La rama a la izquierda corresponde al ciclo de carga y 
la rama a la derecha correspondiente al ciclo de descarga, este 
efecto se debe al coeficiente de amortiguamiento del elemen-
to y a la capacidad de absorción de energía. Debido a este 
efecto de amortiguación en los materiales, se decidió cons-
truir dos modelos: uno con amortiguación y el otro sin amor-
tiguación.

Figura 9. a) Pandeo local de la lámina de acero. b) Falla frágil, 
fractura brusca de la placa superior.

Analizando la variación de la rigidez a lo largo del ensayo ex-
perimental, las pendientes calculadas en la figura 8, se propo-
ne determinar la evolución de una variable de daño global 
“dG”. Esta variable de daño global se determina de acuerdo a 
la comparación de la rigidez en cada ciclo de descarga “Zi” 
con la rigidez inicial “Zo” [4, 5]. La evolución del “dG” medido 
experimentalmente puede ser determinada usando la expre-
sión matemática de la ecuación [1].

[1] dG = 1− Zi / Z0 

La figura 10 representa la evolución del “dG” experimental, 
observándose una evolución lineal del daño global después 
de superar el décimo ciclo de carga.

Figura 10. Evolución del Daño Global experimentalmente 
y tendencia.

3. REDES NEURONalES aRTIfICIalES

Una red neuronal artificial (RNA) es una técnica basada en el 
comportamiento biológico del cerebro y desarrollada para ser 
utilizada en aplicaciones de aprendizaje automático. La neurona 
es la unidad básica del cerebro y en el aprendizaje de máquinas 
se imita utilizando el llamado perceptrón (23). El perceptrón in-
troducido inicialmente por Rosenblatt, se ha ido mejorando a lo 
largo de los años y ha evolucionado en una compleja red de per-
ceptrones para convertirse en lo que hoy denominamos las 
RNA. Las RNA están compuestas principalmente por tres capas: 
una capa de entrada vectorial, una o más capas ocultas y una 
capa de salida vectorial, como se muestra en la Figura 11.
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Figura 12. Centro de grupos para el modelo con 1 nodo oculto.

Figura 13. Centro de grupos para el modelo con 2 nodos ocultos.

Figura 14. Centro de grupos para el modelo con 3 nodos ocultos.

El grupo con el mejor rendimiento en la validación cruzada, 
para 1, 2, 3 y 4 nodos ocultos, se muestra en la Tabla 1. Se pue-
de observar que el número de epochs con el mejor rendimiento 
varía entre 200 y 250 epochs, esto es independiente del núme-
ro de nodos ocultos. El modelo con 4 nodos ocultos tiene el 
EMC más bajo y por lo tanto el mejor rendimiento promedio. 
Los mejores modelos individuales para 1, 2, 3 y 4 nodos ocultos 
se muestran también en la Tabla 1. El mejor modelo individual 
pertenece al modelo con dos nodos ocultos, con un valor de 
EMC de 4548.85 y se obtuvo para 425 epochs.

Los dos modelos instanciados se diferencian en la capa de 
entrada de cada modelo de RNA, ambos modelos están 
construidos para obtener la fuerza dada la deformación 
vertical. La capa de entrada para el modelo sin amortigua-
ción está compuesta por dos entradas: la deformación ver-
tical (δ

i
) y la deformación vertical máxima (δ

MAX
) aplicada 

al elemento estructural. El modelo con amortiguación tie-
ne las mismas dos entradas del modelo sin amortiguación, 
más la deformación vertical aplicada en el paso de carga 
anterior (δ

i-1
).

Como se explicó anteriormente, la RNA usada fue “Fee-
dforward” y entrenada usando un algoritmo de propaga-
ción hacia atrás. Se escribió un código script en MATLAB© 
para entrenar la red. Este script entrena 50 redes neurona-
les artificiales que cambian la semilla inicial y obtienen va-
rios modelos con diferentes pesos y rendimientos (EMC). 
Estos 50 modelos se clasificaron utilizando un algoritmo de 
agrupación usando “k-mean”, en función del número de 
epochs y el EMC. El resultado originó tres grupos (figura 12), 
cuyos centros de clúster indican el mejor número de epochs 
a usar para el entrenamiento de la red y su rendimiento aso-
ciado (EMC).

El procedimiento descrito en el párrafo precedente se repite 
para 1, 2, 3 y 4 nodos en la capa oculta de la RNA. En total se 
elaboraron 400 modelos con y sin amortiguación. De este 
conjunto se seleccionaron los dos mejores modelos, uno sin 
amortiguación y el otro con amortiguación. Cada modelo fue 
validado de nuevo utilizando una historia sintética de despla-
zamiento, esto con la finalidad de observar el rendimiento de 
los modelos con datos que nunca se usaron para el entrena-
miento o validación cruzada. Se llevaron a cabo dos pruebas: 
la primera se realizó con el propósito de verificar el compor-
tamiento del modelo bajo interpolación y la segunda para ve-
rificar las capacidades de extrapolación.

3.2.   Entrenamiento de los Modelos de RNA

Los 400 modelos fueron agrupados para ayudar a identificar 
los mejores parámetros para el entrenamiento de la RNA. Las 
figuras de la 12 a la 15 muestran los resultados del agrupa-
miento para el modelo con amortiguación para 1, 2, 3 y 4 no-
dos en la capa oculta. Al comparar y analizar estas figuras, se 
puede observar que el modelo mejora el rendimiento (EMC) 
cuando aumenta el número de nodos en la capa oculta. Este 
comportamiento puede explicarse porque cuanto mayor es el 
número de nodos mejor capacidad de aprendizaje tiene el 
modelo ANN, producto de los mayores grados de libertad 
para el ajuste.

Inicialmente, los centros de los grupos comienzan con un 
bajo rendimiento, alto valor del EMC, cuando el número de 
epochs es bajo (menos de 150) y mejora para un rango entre 
150 y 500 epochs. Luego, el rendimiento comienza a desme-
jorar para valores superiores a 500 epochs. El comporta-
miento visto en las figuras 12 al 15, en relación con el número 
de epochs, da una indicación de la capacidad de generaliza-
ción del modelo de RNA. Esta disminución del rendimiento 
para valores de epochs mayores de 500 indica que la red está 
sufriendo de sobre-aprendizaje, por lo que va perdiendo su 
capacidad de generalización y de reproducir el fenómeno físi-
co. Así mismo, entre más grande la pendiente de crecimiento 
del EMC del centro del grupo 2 al 3, más perdida de confiabi-
lidad tendrá esa red. 
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toria de desplazamientos; la historia de desplazamiento se se-
leccionó de tal manera que no coincida con los datos previa-
mente utilizados en el entrenamiento, prueba o verificación del 
modelo de RNA, ver Figura 16. La última prueba realizada fue 
la representación de la curva de comportamiento extrapolando 
los datos de entrenamiento del modelo. Similar a la interpola-
ción, la extrapolación es una forma de verificar la generaliza-
ción en el entrenamiento de la red neuronal artificial.

Figura 15. Centro de grupos para el modelo con 4 nodos ocultos.

Tabla 1. Rendimiento para los centros de grupo y mejor modelo.

Modelo
Centroide del grupo Mejor modelo

Epochs EmC Epochs EmC

1 Nodo Oculto 205.54 6117.32 245.00 4899.43

2 Nodos Ocultos 252.50 6015.32 425.00 4548.85

3 Nodos Ocultos 204.26 6023.58 459.00 5073.43

4 Nodos Ocultos 254.50 5411.47 488.00 4654.68

Los resultados muestran que el mejor rendimiento promedio 
pertenece a los modelos con 4 nodos ocultos. Sin embargo, 
estos modelos perdieron generalización rápidamente cuando 
aumenta el número de epochs, mostrando sobre aprendizaje 
de la red. Al comparar los modelos con 2 y 3 nodos ocultos 
estos muestran un rendimiento y generalización promedio 
similar, pero los modelos con 2 nodos ocultos presentan un 
mejor desempeño individual. Similar condición se observa en 
los modelos sin amortiguación. Finalmente, los modelos se-
leccionados como los de mejor desempeño, según su EMC y 
capacidad de generalizar el problema, son los modelos de 2 
nodos en su capa oculta, tanto los que consideran amortigua-
ción como los que no cuentan con ella.

4.  ValIDaCIÓN DE lOS mODElOS RNa

Para validar los modelos, se realizaron tres pruebas para cada 
modelo seleccionado con y sin amortiguación. La primera 
prueba tiene que ver con el proceso de entrenamiento de la 
RNA. El entrenamiento de los modelos usando RNAs se rea-
lizó aplicando tres conjuntos de datos como se explicó en pá-
rrafos precedentes: un conjunto para el entrenamiento, otro 
conjunto para validación cruzada y el último conjunto para la 
verificación. Luego, los resultados del modelo se confronta-
ron con todo el conjunto de datos observados. La Figura 16 
muestra el historial de desplazamiento usado para alimentar 
el modelo, se puede observar que los modelos con y sin amor-
tiguación reproducen con precisión los datos medidos en el 
laboratorio, ver Figuras 17 y 18. El modelo con amortiguación 
puede reproducir con mayor precisión los datos observados 
al compararlo con el modelo sin amortiguación.

La segunda prueba tiene como objetivo verificar la capacidad 
de los modelos de RNAs para la interpolación. Esta es una 
prueba complementaria para verificar si el modelo obtuvo una 
buena generalización. El modelo fue sometido a una nueva his-

Figura 16. Historial de desplazamiento utilizado 
para el entrenamiento de la RNA y validaciones.

Figura 17. Entrenamiento del modelo vs. datos medidos sin efecto 
de amortiguación.

Figura 18. Modelo de entrenamiento con amortiguamiento.
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medir la evolución de las deformaciones permanentes y las 
fisuras o grietas de los materiales que conforman el panel, se 
puede deducir que el modelo tiene “memoria” de las cargas y 
deformaciones anteriores a las que ha sido sometido el ele-
mento y considera el daño global producido. 

En el momento del entrenamiento de las RNAs, con y sin to-
mar el efecto de amortiguación del material, se puede apre-
ciar que la evolución de las deformaciones permanentes es 
idéntica a la evolución durante el ensayo experimental del 
panel (figura 21a). También se comparó la evolución de la va-
riable de daño global entre los resultados experimental y los 
resultados durante el entrenamiento de las RNAs (figura 
21b), y se puede apreciar que el modelo de RNA con efecto de 
amortiguación se ajusta mejor al comportamiento real del 
sistema no tradicional evaluado en este trabajo.

Al realizar las simulaciones, con y sin efecto de amortigua-
ción, con una historia de desplazamiento arbitraria en el ran-
go de los datos de entrenamiento (interpolación) (figura 16 
color azul) y otros datos más allá del entrenamiento (extrapo-
lación) (figura 16 color rojo) se observa que los modelos re-
presentan el comportamiento inelástico de forma adecuada. 
Al analizar los resultados de las simulaciones y ver la evolu-
ción de las deformaciones permanentes se puede apreciar 
que se ajusta muy bien a los resultados experimentales (figu-
ra 22a). Otra variable a analizar de los resultados simulados 
es la degradación de la rigidez y la obtención de la evolución 
del daño global del panel compuesto. Observando esta varia-

Las figuras 19 y 20, muestran los resultados gráficos de la 
interpolación y extrapolación para los modelos con y sin 
amortiguación respectivamente. Se puede observar que am-
bos modelos pueden representar el comportamiento inelás-
tico con la interpolación y la extrapolación. El modelo con 
amortiguación pudo extrapolar un 20% más allá del rango 
utilizado para el entrenamiento con buena precisión, mien-
tras que el modelo sin amortiguación pudo extrapolar el 
mismo 20% pero con menos precisión. En el modelo sin 
amortiguación, la curva se vuelve casi horizontal cuando ex-
trapola, mientras que el modelo con amortiguación tiene un 
comportamiento más estable y realista al comprar con los 
datos experimentales.

Los resultados muestran cómo la red neuronal artificial pue-
de modelar el comportamiento no lineal de la curva de Fuerza 
vs. Desplazamiento. Una de las características importantes a 
destacar, es cuando el modelo está sujeto a un ciclo de carga 
y descarga, se puede evidenciar que al descargar no regresa a 
su deformación inicial, sino que tiene una deformación per-
manente o residual. Todas las simulaciones realizadas con los 
dos modelos de RNA representaron de muy buena forma la 
deformación permanente y la caída de la rigidez al ser compa-
rados con la curva experimental. Demostrando que ambos 
modelos, con y sin amortiguación, pueden replicar las curvas 
de comportamiento inelástico de los paneles compuestos. Al 

Figura 19. Modelo de interpolación y extrapolación con efecto 
de amortiguación.

Figura 20.  Modelo de interpolación y extrapolación sin efecto 
de amortiguación.

Figura 21. a) Evolución de las deformaciones permanentes 
y b) Evolución de la variable de daño global.
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ción de estructuras tradicionales y no tradicionales. Debido al 
rendimiento obtenido, se puede argumentar que es factible 
construir un modelo híbrido para el análisis de estructuras 
más complejas. Los cuales podrían combinar esquemas nu-
méricos y redes neuronales artificiales trabajando conjunta-
mente. Esto podría mejorar la modelación en términos de no 
linealidad, así como también ahorrar tiempo de cálculo.

5.  CONClUSIONES

Dos modelos de ANN han sido exitosamente instanciados y 
validados. Los mismos permiten calcular la fuerza aplicada 
dado el desplazamiento de un elemento estructural complejo 
y viceversa. Los modelos instanciados son capaces de simular 
los efectos no lineales producidos en los materiales debido a 
las deformaciones plásticas en el acero y las grietas en el hor-
migón reforzado. Además, los modelos pueden determinar la 
deformación residual al descargar el elemento, lo que permi-
te estimar el daño global producido en el elemento.

Para el elemento compuesto estudiado, el mejor rendimiento 
promedio (EMC) se obtuvo para las RNAs con 2 nodos ocul-
tos y 200-250 epochs en ambos modelos. Estos valores pro-
porcionan la mejor generalización en la fase de entrenamien-
to de los modelos. El modelo que considera la amortiguación 
interna de los materiales tiene un rendimiento ligeramente 
superior que el modelo sin amortiguación (EMC de 4548.85), 
este reproduce las ramas en bucle, lo que significa que el mo-
delo tiene en cuenta la disipación de energía en los materiales 
así como el daño que se produce.

Otra de las características resaltante en los modelos entrena-
dos, es que los mismos son capaces de interpolar y extrapolar, 
demostrando que las RNAs poseen una buena generalización 
y es posible elaborar modelos complejos. Las RNAs pueden 
representar el comportamiento inelástico de paneles com-
puestos. Representando la evolución de las deformaciones 
permanentes y el daño global del panel de manera adecuada. 
Se abre la posibilidad de emplear las RNA en combinación 
con modelos de tipo numérico o método de elementos finitos 
para la incorporación de los efectos inelásticos, creando así 
un modelo de tipo híbrido.
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ble se aprecia que el modelo con amortiguación, consideran-
do los datos de interpolación y extrapolación, se ajusta mu-
cho mejor a los resultados experimentales (figura 22b).

El excelente rendimiento de ambos modelos, demuestra la 
viabilidad de utilizar modelos RNA para el análisis y evalua-
ción estructural conformadas por elementos compuestos. 
Aunque se requiere de más investigación sobre la incorpora-
ción de otras variables, como la resistencia del mortero, la 
malla de refuerzo y el perfil de acero, ya que estas ayudarían 
a mejorar el comportamiento predictivo de los modelos de 
RNAs. Estas variables también ayudarían a usar el modelo no 
solo para la simulación sino también para el diseño y evalua-

Figura 22. Resultados durante las simulaciones a) Evolución 
de las deformaciones permanentes y b) Evolución de la variable 

de daño global.
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